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Zusammenfassung

Wir entwickeln in dieser Arbeit zwei verschiedene Architekturen von Neural Networks,
mit denen vorhergesagt werden soll, wie gut Medikamente auf Krebszelllinien wirken.
Dafiir werden Daten des GDSC-Projektes genutzt, die online frei zur Verfiigung stehen.
Dort enthalten sind genetische Informationen iiber die Zelllinien sowie iiber die Wirk-
samkeit von Krebsmedikamenten bei diesen Zelllinien. Die erste Architektur soll nur mit
den genetischen Informationen die Wirksamkeit vorhersagen. Die zweite soll zusétzlich
die chemische Struktur der Medikamente nutzen. Es wird verglichen, ob die zusétzlichen
chemischen Daten zu einer besseren Vorhersage der Wirksamkeit fithren. Inspiriert wurde
die Architektur, die auch die Medikamente benutzt, von Liu et al. [1], wir benutzen fiir
die Verarbeitung der genetischen Informationen aber eine andere Methode.

Wir schauen, ob die in [1] erreichten Ergebnisse durch unsere Anderung an der Architektur
verbessert werden kénnen. Mit der Architektur, die nur die genetischen Informationen be-
nutzt, konnte ein R2-Wert von 0,67 erreicht werden. Unsere andere Architektur, die auch
die chemischen Informationen nutzt, erreichte einen R?-Wert von 0,83. Die Architektur
aus [1] hat auf unseren Daten einen etwas schlechteren R2.-Wert von 0,81 erzielt.

Bei unbekannten Zelllinien sind die Vorhersagen der von uns entwickelten Architekturen
dhnlich gut. Hier war keine Verbesserung der Vorhersagen durch die Hinzunahme der che-
mischen Informationen zu erkennen. Mit beiden Architekturen konnte bei unbekannten
Zelllinien die Wirksamkeit der Medikamente in knapp 80 % der Falle mit einem Fehler

von weniger als 10 % vorhergesagt werden.
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1 Einleitung

Im aktuellen Gesundheitswesen wird es immer wichtiger, personalisierte Therapien zu
entwickeln. Gerade in der Krebstherapie kann es entscheidende Vorteile bringen, jeden
Fall individuell zu behandeln. Hierbei kann zum einen auf die Person selbst, ihr Alter,
ihr Geschlecht, ihren Lebenswandel eingegangen werden. Bei der Behandlung von Krebs-
erkrankungen kann es allerdings auch sinnvoll sein, sich das Genom des Tumors genau
anzuschauen und zu versuchen, mithilfe dieser genetischen Information die beste Therapie
zu finden. Dies ist heute moglich, da in den letzten Jahrzehnten enorme Fortschritte in der
Genom-Sequenzierung gemacht wurden und es dadurch giinstig moglich ist, zum Beispiel
durch Next-Generation-Sequencing [2] und Micro Arrays [3] gesunde Korperzellen und die
Zellen des Tumors zu sequenzieren, wodurch Mutationen héufig préizise gefunden werden
kénnen.

Wenn man immer mehr Daten von verschiedensten solcher Krebszelllinien zur Verfiigung
stehen, kann man auf diese Daten Methoden aus dem Bereich Data Science und Machine
Learning anwenden, um bessere Therapien zu finden. Genau fiir diesen Ansatz wurden
frei zugdngliche Datenbanken erstellt, die die Daten solcher Sequenzierungen enthalten.
Das Ziel dieser Arbeit soll es sein, ein Modell zu entwickeln, welches diese Daten benutzt,
um auf die Wirksamkeit von Krebsmedikamenten zu schlieen, wenn die Daten der Se-
quenzierung bekannt sind. Des Weiteren soll dieses Modell noch verbessert werden, indem

auch die molekulare Struktur der Medikamente zur Vorhersage genutzt wird.



2 Grundlagen

Dieses Kapitel soll einen Uberblick iiber die Theorie hinter den in dieser Arbeit verwende-
ten Methoden geben. Wir erkldren, was ein Neural Network (neuronales Netz, im Folgenden
NN) ist und wie es auf Daten trainiert werden kann.

Des Weiteren werden Metriken erldutert, mit denen die Performance solcher NN quantifi-
ziert werden kann.

Die kommenden Konzepte stammen aus dem Bereich des Machine Learnings und zum
groflen Teil aus dem Deep Learning. Viele Begriffe aus diesem Gebiet werden auch in der
deutschen Sprache mit ihrem englischen Begriff benannt, weswegen einige Fachworter im
Folgenden englisch sind.

Beim Machine Learning geht es darum Algorithmen, zu entwickeln, die man mit Daten
trainieren kann, um eine Aufgabe zu erfiillen. Zu unterscheiden sind hier Supervised (iiber-
wachtes) und Unsupervised (uniiberwachtes) Learning. Beim iiberwachten Lernen bestehen
die Datensétze aus Datenpunkten, die Features (Merkmale) und ein Target (Zielwert) be-
sitzen. Dieses Target kann eine Kategorie oder ein stetiger Wert sein. Ziel des Supervised

Learnings ist es, aus den Features die Targets vorherzusagen.

2.1 Deep-Learning-Grundlagen

Zunéchst erkldaren wir die wichtigsten Mechanismen des Deep Learning, insbesondere wie

ein NN die Features verarbeitet und daraus etwas lernt.

2.1.1 Neuronale Netze

Die Idee hinter einem NN basiert, wie der Name vermuten ldsst, auf dem Gehirn. Die
Funktionsweise eines NN ist der Interaktion von Nervenzellen im Gehirn nachempfunden.
Vereinfacht gesagt werden Nervenzellen, auch Neuronen genannt, durch Reize angeregt
und senden diese Reize, sollte die Anregung einen bestimmten Schwellwert {iberschreiten,
an andere Nervenzellen weiter, die das Gleiche tun. So kann ein ausreichend starker Reiz
eine Aktion auslosen.

Das NN modelliert solche Neuronen. NN sind in Layern, aufgebaut. Jede Layer besteht
aus einer Vielzahl an Neuronen, wobei jedes Neuron einer Layer mit Neuronen aus der

vorherigen und nachsten Layern verbunden ist.



Hidden Layer

Input Layer

" utput Layer
%\
=3

0
L= Nev—
SR = =3

Abbildung 1: Neuronen eines Neural Networks. Man sieht drei Layer, die aus mehreren Neuronen
bestehen. Jedes Neuron der Hidden Layer ist mit jedem der Input und Output Layer verbunden. Die

Input Dimension ist 4, die Hidden Dimension 7 und die Output Dimension 3.

Fir 3 Layer ist dies in Abbildung 1 dargestellt. Hier sind sogar alle Neuronen einer Layer
mit allen der nichsten verbunden. In der Abbildung ist nur eine Hidden Layer dargestellt.
Mit Hidden Layer werden alle Layer bezeichnet, die nicht die erste oder letzte Layer sind,
fiir diese gibt es meist keine genaue Interpretation. NN benutzen in der Regel mehrere
Hidden Layers. Die Neuronen der ersten Layer, Input Layer genannt, besitzen keine ein-
gehenden Verbindungen, wihrend die Neuronen der letzten Layer, Qutput Layer genannt,
keine ausgehenden Verbindungen besitzen. Die Aktivierung der Neuronen der Input Layer
muss nicht errechnet werden, da diese direkt aus den Features iibernommen wird. Hat
man also Datenpunkte mit d Features, dann gibt es d Neuronen in der ersten Layer. Soll
das NN eine Regression vollziehen, gibt es also auch nur ein Neuron in der letzten Layer,
da die Aktivierung der Output Layer die Vorhersage darstellen soll. Kennzahlen wie die
Anzahl an Hidden Layern oder wie viele Neuronen eine Hidden Layer besitzt und noch
mogliche weitere Werte, die beim Training des Neural Network genutzt werden, nennt
man Hyperparameter. Mit der Anzahl an Neuronen einer Layer wird die Dimension dieser
Layer definiert. Bei den Hidden Layern nennt man das Hidden Dimension, bei der ersten

und letzten dementsprechend Input Dimension und Output Dimension.

2.1.2 Funktionsweise

Die Aktivierung der Neuronen wird durch Addition und Multiplikation an die néchste

Layer weitergegeben.



Abbildung 2: Vorwértspropagieren der Aktivierung. Die Aktivierungen y; und y2 der Neuronen der
zweiten Layer werden errechnet durch Aufsummieren der Aktivierungen x1, z2 und xs der Neuronen der

vorherigen Layer, gewichtet mit Gewichten w;; fiir jedes Neuronenpaar (y;,x;).

Ein Beispiel, das leicht auf allgemeine Layer-Grofien iibertragen werden kann, ist in Abbil-
dung 2 dargestellt. Die Aktivierung eines Neurons A errechnet sich durch die gewichtete
Summe tiber alle Neuronen der vorherigen Layer, die mit A/ verbunden sind. Die Gewich-
te sind hierbei Parameter, die zunéchst zufillig initialisiert und spéter gelernt werden.
Wenn man nun viele solcher Layer hintereinander benutzt, entspréiche diese Methode nur
einer linearen Kombination der Input-Layer. Da man aber beliebige und nicht nur linea-
re Funktionen mit NN approximieren mochte, werden zusétzlich nichtlineare Funktionen
eingebaut. Auch dies hat seinen Ursprung aus der Funktionsweise der Nervenzellen im
Gehirn. Diese leiten ein Signal nur weiter, wenn ein gewisser Schwellwert iiberschritten
wurde.
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Abbildung 3: Sigmoid- (links) und ReLU-Aktivierung (rechts). Geplottet auf dem Intervall [—10, 10].
Sigmoid bildet R auf (0,1) und ReLU auf RJ ab.

In Abbildung 3 sind zwei solcher Aktivierungsfunktionen dargestellt, beide haben einen
dhnlichen charakteristischen Verlauf. Der an die Funktion iibergebene Wert muss einen ge-
wissen Wert iiberschreiten, damit die Aktivierungsfunktion einen relevanten Wert ausgibt.
Die ReLU-Funktion (Rectified-Linear-Unit) hat zum Beispiel gar keine Aktivierung fiir ne-
gative Werte. Eine etwas stetigere Aktivierungsfunktion ist die Sigmoid-Funktion. Diese
hat aber auch die Eigenschaft, nach oben hin eine Sattigung zu erreichen, da sie fiir grofie
Werte asymptotisch konstant den Wert eins hat. Es gibt noch eine ganze Reihe an weite-
ren Aktivierungsfunktionen, die alle einen dhnlichen charakteristischen Verlauf haben, die

am meisten verwendete ist allerdings ReLLU. Experimentell hat sich die ReLLU-Funktion



gegeniiber den anderen, komplexeren Aktivierungsfunktionen bewéhrt [4].

9 = GCt(Z?:l wo;x; + bz)

Abbildung 4: Vorwértspropagieren mit Aktivierung und Bias. Zu dem Aufsummieren wie in Abbildung 2
kommen noch eine beliebige Aktivierungsfunktion act, zum Beispiel ReLU oder Sigmoid, und ein Bias,

der fiir jedes Neuron spezifisch ist, dazu.

Das tatsdchliche Propagieren der Aktivierung von Neuronen einer Layer zur néchsten
ist in Abbildung 4 dargestellt. Aufler der Aktivierungsfunktion kommt hier noch hinzu,
dass jedes Neuron auch einen Bias-Wert, ebenfalls ein lernbarer Parameter, besitzt. Man
kann zeigen, dass ein NN bestehend aus einer ausreichend grofien Zahl an Neuronen und
irgendeiner Nichtlinearitét eine jede Funktion f : R™ — R™ mit beliebig kleinem Fehler

approximieren kann [5].
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Abbildung 5: Ein 3-Layer-NN. In der Input Layer sind drei Neuronen, beide Hidden Layer haben vier
Neuronen und es gibt ein einzelnes Output Neuron. Jedes Neuron ist mit allen Neuronen der vorherigen

und folgenden Layer verbunden.

Bei NN wird meist die Anzahl an Layern angegeben. Hierbei ist zu beachten, dass die Input
Layer nicht mitgezéhlt wird, da fiir sie nichts berechnet wird. Das NN aus Abbildung 5

ware also ein 3-Layer-INN.



2.1.3 Fully-Connected- und Convolutional-Layer

In diesem Abschnitt wird kurz auf die 2 wichtigsten Arten von Layern eingegangen. In
allen bisherigen Abbildungen waren nur NN dargestellt, bei denen zwischen den einzel-
nen Layern jedes Neuron der einen mit jedem der anderen verbunden war. Eine solche
Layer nennt man Fully-Connected-Layer. Die Berechnung der Aktivierung der Neuronen
kann hier sehr effizient durch Matrizenmultiplikation erreicht werden. Sei n die Anzahl an
Neuronen einer Layer und m die Anzahl an Neuronen der néchsten Layer. Mit w;; € R,
i €{1,..,n} und j € {1,...,m}, seien die Gewichte bezeichnet und diese befinden sich
in einer Matrix W € R™ . Die Bias b; sind in einem Vektor b € R™ zusammengefasst.
Dann kann der Vektor y € R™ der Aktivierungen der nichsten Layer aus dem Vektor
x € R™ der vorherigen Aktivierungen errechnet werden durch y = act(Wx + b), wobei act
eine nichtlineare Aktivierungsfunktion ist und komponentenweise angewandt wird.

Bei dieser Art Layer ist es also moglich, auf Interaktionen zwischen allen Neuronen ei-
ner Layer einzugehen, um die néchste Aktivierung zu berechnen. Das ist allerdings nicht
unbedingt immer angebracht. Wenn der Input des NN zum Beispiel ein Bild ist, so ist
vor allem die Aktivierung von benachbarten Neuronen relevant, deren Aktivierung von
benachbarten Pixeln des Bildes stammt. Die Information in den Neuronen ist stark ab-
héngig von denen in der direkten Umgebung, aber nicht von denen auf der anderen Seite

des Bildes. In dem Fall benutzt man eine sogenannte Convolutional Layer [6].

Abbildung 6: Funktionsweise der Faltung. Der Input in die Convolution (blau) bekommt an allen Seiten
ein Padding der Grofle 1. Der 3 x 3-Kernel der Convolution (schattiert) lauft tiber den Input und
errechnet dabei den Output (griin). Geméas Formel (1) wird aus dem 5 x 5-Input mit 3 x 3-Kernel und

einer Padding wieder ein 5 x 5-Output



Auch bei einer Convolutional Layer werden Gewichte verwendet, die lernbare Parameter
sind. Hier gibt es aber nicht ein Gewicht fir jedes Neuronenpaar zwischen zwei Layern,
sondern eine Gewichtsmatrix fester Grofie W € R*¥1*#2 Diese Gewichtsmatrix wird auch
Kernel (der Convolution) genannt. Hierfiir sollte man sich die Neuronen einer Layer nicht
wie zuvor als Vektor vorstellen, sondern als Matrix, wobei die Position des Neurons in der
Matrix nun relevant wird. Wie in Abbildung 6 erkennbar wird der Kernel einem ki X ko-
Feld einer Layer zugeordnet und anschliefend multipliziert man die Gewichte mit den
Werten der Neuronen an den entsprechenden Positionen und summiert diese auf, um die
Aktivierung eines Neurons der nichsten Layer zu erhalten. Anschlielend schiebt man den
Kernel s Schritte weiter, die Gréfle s wird mit Stride bezeichnet, und errechnet so nach
und nach die Aktivierungen aller Neuronen. Der grundlegende Unterschied zur Fully-
Connected-Layer ist also, dass die Positionierung der Neuronen einer Layer eine Rolle
spielt.

In Abbildung 6 ist auBerdem eine Umrandung angedeutet. Mochte man die Neuronen am
Rand einer Layer etwas differenzierter betrachten, so kann man ein Padding hinzufiigen.
Dabei startet man die Convolution um ein bestimmtes Padding p versetzt, sodass die
nicht iiber der eigentlichen Layer liegenden Gewichte auler Acht gelassen werden, indem
sie mit Null multipliziert werden. Die Grofle der Layer nach einer Convolution kann man
mit folgenden Formeln berechnen.

Seien H; und Wi die Hohe und Breite der Matrix, die aus den Neuronen der Input-Layer
der Convolution besteht, der Kernel habe Gréfle k1 x ko. Die Input Layer sei mit einem
Padding der Groéfle p; nach oben und unten und po nach links und rechts versehen. Der
Kernel werde mit einer Schrittweite s; horizontal und s9 vertikal verschoben. Dann kann
man die Héhe Hy und die Breite W5 der ausgehenden Layer berechnen durch

Hy+2p1 — k Wy +2py — k
_ 1+ 2p1 1+1, Wy — 1+ 2p2 2
S1 52

Hy +1. (1)

Die Convolution funktioniert genauso, wenn man keine zweidimensionale Matrix hat, son-
dern einen dreidimensionalen Input. Das ist zum Beispiel bei farbigen Bildern der Fall, bei
denen man jeweils einen Kanal, Channel genannt, fiir die RGB-Werte jedes Pixels hat. In
dem Fall wird der Kernel auch dreidimensional mit so vielen Werten in der dritten Dimen-
sion, wie die Eingabe Channel hat. Nach dem gleichen Prinzip kann man auch mehrere

Kernel {iber die Eingabe laufen lassen und erhélt mehrere Channel im Output.

6x6x3

Abbildung 7: Convolution mit mehreren Channeln. Der Input besteht aus drei Matrizen, der Kernel
(gelb) besteht dann auch aus drei Channeln. Da nur ein Kernel verwendet wird, ist im Output nur ein

Channel vorhanden.



2.1.4 Verlustfunktionen

Wenn man mit einem NN eine Regression vollziehen will, wendet man die vorher erklarten
Methoden an, um aus den moglicherweise hochdimensionalen Datenpunkten eine einzelne
Zahl, die Vorhersage, zu erhalten, wobei man beim Training den wahren Zielwert kennt.
Mithilfe einer Verlustfunktion kann man quantifizieren, wie gut die Vorhersage des NN
war. Hierfir nutzt man aber nicht nur ein Merkmale-Zielwert-Paar, sondern mehrere,
und berechnet einen mittleren Verlust, auch Fehler genannt. Wenn mit {y1,...,y,} die n
echten Zielwerte und mit {f,...,%,} die Vorhersagen bezeichnet sind, so berechnen sich
der mittlere absolute Fehler MAE (Mean Absolute Error) und der gewurzelte mittlere
quadratische Fehler RMSE (Root Mean Squared Error) durch,

N . 1 & .
MAE(ylaaynayla7yn)zﬁz‘yz_yz‘ und (2)
i=1
1 n
RMSE(ylv"’7yn7g17"'7gn) = EZ(y'L_QZ)z . (3)
i=1

Aufgrund des quadratischen Terms werden beim RMSE grofiere Fehler stéirker bestraft
als beim MAE. Der MAE ist hingegen besser interpretierbar als der RMSE, da hier der
tatsdchliche mittlere Abstand errechnet wird. Da der MAE allerdings aufgrund der Be-
tragsfunktion nicht tiberall differenzierbar ist und die Differenzierbarkeit wichtig fiir das
Trainieren eines NN ist, wird zur Regression meist der RMSE als Verlustfunktion verwen-

det.

2.1.5 Backpropagation

Die bisher beschriebenen Verfahren stellen nur Berechnungen dar, die auf den noch nicht
ndher erlduterten Werten fir die Gewichte und die Bias beruhen. Tatséchlich werden
diese Werte beim FErstellen eines NN zunéchst zufillig initialisiert. In der Regel wéhlt
man hierfiir standardnormalverteilte Werte. In diesem Abschnitt gehen wir kurz auf den
Backpropagation-Algorithmus ein, durch den man tatsdchlich sagen kann, ein NN lerne
etwas. Das gesamte NN kann man als Funktion auffassen, die aus dem Raum der Daten-
punkte in den der Zielwerte abbildet. Weiterhin beinhaltet die Funktion eine Vielzahl an
Parametern pq, ..., p,, wie z.B. Gewichte und Bias. Berechnet man nun zu einem Daten-
punkt x mit Zielwert y den vorhergesagten Zielwert § und berechnet den RMSE, so ist
dieser abhéngig von z,y und den Paramtern, also RMSE(x,y, p1,...,pr). Je kleiner dieser
Fehler, desto besser die Vorhersage des NN, der RMSE-Wert soll also minimiert werden.
Dafiir reicht es die Funktion nach allen Parametern abzuleiten und den Gradienten zu

bestimmen, da der negative Gradient der Richtung des steilsten Abstieges des Fehlers



entspricht. Man will also die Parameter mit

new ORMSE(z,y,p1, ,pr)
b1 P Op1
=] : )
ARMSE(x,y,p1, ,pr
p?’ew Dy (az’ipl Dr )

updaten, wobei 7 die Schrittweite des Updates entlang des Gradienten darstellt. Den
Hyperparameter n nennt man auch Lernrate.

Da die Funktion f nicht so einfach nach den p; differenzierbar ist, wére es schwierig,
direkt die Ableitungen nach den Parametern zu berechnen. Stattdessen nutzt man den

Backpropagation-Algorithmus, der eine Aneinanderreihung der Kettenregel ist.

)
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Abbildung 8: Backpropagation-Algorithmus. Der Input x1 wird zuerst durch zwei Layer geschickt, hier
mit fi1 und f2 bezeichnet, die die Parameter wi bzw. w2 haben. Zusammen mit dem zum Input
gehorenden Zielwert y wird ein Fehler L berechnet. L kann nach f> abgeleitet werden, fo kann nach ws

und fi abgeleitet werden usw. Mit der Kettenregel erhilt man die Ableitungen von L.

Die Ableitungen der einzelnen Layer und der Verlustfunktion nach ihren Eingabewerten
sind leicht zu berechnen. Fiir die Ableitung nach den Parametern wendet man die Ket-

tenregel an. So erhélt man mit

oL AL dfs oL DL dfy Ofs

Owy  Ofs Owy’ dw;  f2df1 Owy

die Ableitungen der Verlustfunktion nach den beiden Gewichtsvektoren w; und ws in dem
Beispiel aus Abbildung 8. Dieser Algorithmus ist analog bei grofleren Netzen anwend-
bar. Der Name Backpropagation kommt daher, dass man in diesem Berechnungsgraphen

ruckwérts sukzessive die Gradienten bestimmt.

2.1.6 Optimizer

Mithilfe des Backpropagation-Algorithmus stehen nun die Ableitungen der Verlustfunkti-
on nach den Parametern zur Verfiigung. Das Errechnen des Gradienten der Fehlerfunktion
iiber alle Daten kann allerdings bei groflen Datensétzen sehr aufwéndig sein. Daher be-
nutzt man nicht alle Daten auf einmal, sondern berechnet den Fehler und den Gradienten
nur iber einen kleinen Teil, eine sogenannte Batch der Daten [7]. Im Training des NN

werden die Gradienten der Parameter immer fir eine Batch berechnet und dann adhnlich



zu (4) geupdatet. Das Durchlaufen aller Daten durch das NN nennt man eine Epoche.
Ein NN wird in der Regel einige Epochen lang trainiert. Es gibt eine Vielzahl von Algo-
rithmen, die auf verschiedene Weise mit dem Gradienten die neuen Parameter berechnen,
eine Auswahl findet man zum Beispiel hier [8]. Beim SGD-Algorithmus wird exakt mit
der Formel aus (4) geupdatet, nachdem der Gradient mit einer Batch berechnet wurde.
Die meisten Implementierungen vom SGD-Algorithmus geben allerdings die Méglichkeit,
noch ein Moment p anzugeben. Zum Gradienten der aktuellen Batch wird dann noch ein

Moment mit einberechnet.

by = pbi—1 4+ g4 (5)

In (5) steht g; fiir den Gradienten im aktuellen Schritt ¢, b; ersetzt den Gradienten in (4).
Fir y werden Werte zwischen 0 und 1 gewéhlt, sodass wie in (5) zu sehen die Gradienten
aus vorherigen Schritten immer irrelevanter werden.

Andere Algorithmen, wie zum Beispiel der Adam-Algorithmus [9], benutzen kompliziertere
Methoden. Hier wird bei einem Update Schritt der aktuelle Gradient und Momente erster
und zweiter Ordnung iiber die vorherigen Gradienten benutzt. Dadurch kénnen oftmals

bessere Ergebnisse erzielt werden als mit dem SGD-Algorithmus.

2.2 Evaluationsmethoden

Im Folgenden werden zundchst Metriken eingefiihrt, mit denen man priifen kann, wie gut
eine Regressionsaufgabe erfiillt wurde. Weiterhin wird eine weit verbreitete Methode zur

Evaluation von Modellen erlautert.

2.2.1 Metriken

Zur Bestimmung der Giite einer Regression kénnen verschiedene Metriken verwendet wer-
den. Das Setting sei hier immer, dass es echte Zielwerte {y1,...,y,} und Vorhersagen
{G1,...,9n} fur diese gibt. Mit y = % >, y; werde der Mittelwert der Zielwerte bezeich-
net.

Das BestimmtheitsmaB R? gibt an, wie genau die Daten vorhergesagt wurden im Verhélt-
nis zur Variabilitat der Daten.

i1 (yi — 9i)?
S 9 o

Es gilt R? € (—o0,1]. Je ndher R? an 1 ist, desto besser die Vorhersage. R? = 1 ist genau

Rt Uns s e ooy ) = 1 —

dann der Fall, wenn >, (y; — 9;)> = 0, also alle Zielwerte genau vorhergesagt wurden.
Falls 41 = ... = y, =  ist R? nicht definiert, das sollte allerdings bei realen Daten nicht
der Fall sein.

Der mittlere absolute prozentuale Fehler, MAPE, berechnet sich durch

n J— A.
(ylw"ayn?gl?"'?gn):Z‘u‘ (7)
i=1 Yi
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und ist ein gutes Maf} dafiir, wie sehr die einzelnen Vorhersagen prozentual von den echten
Zielwerten abweichen.

Die beiden Verlustfunktionen in (2) und (3) kénnen auch als Metrik genutzt werden, wenn
die Groflenordnung der Daten bekannt ist.

Eine weitere Metrik ist Pearsons Korrelationskoeflizient. Er misst, ob zwischen zwei Da-

tensitzen ein linearer Zusammenhang besteht.

p(ylw"?yn?gl?"'?gn) = ZZ:l(yZ_g)(gl_g) = (8)
V(i — 9 S (0 — 9)?

Der Korrelationskoeffizient liegt stets im Bereich [—1,1], wobei —1 fiir einen negativen

linearen Zusammenhang, 1 fiir einen positiven und 0 fiir gar keinen Zusammenhang steht.
Bei einer Regression, bei der man im Idealfall einen linearen Zusammenhang zwischen Ziel-
werten (y1, .. ., yn) und Vorhersagen (91, . .., §,) mit Steigung 1 und ohne y-Achsenabschnitt
hat, ist ein Korrelationskoeffizient zwischen den Zielwerten und Vorhersagen nahe 1 also

ein Zeichen fiir eine gute Vorhersage.

2.2.2 Cross-Validation

Um zu gewahrleisten, dass beim Aufteilen des Datensatzes in einen Trainings- und einen
Testsplit nicht zuféllig eine besonders gute oder schlechte Aufteilung getroffen wurde, die
die Evaluation der Performance des NN stark beeinflusst, wird haufig fiir die Auswertung,
aber auch zum Finden von Hyperparametern, k-fache Cross-Validation eingesetzt. Hierbei
wird der Datensatz zuféllig in k Gruppen, Folds genannt, geteilt. Der Trainings- und Eva-
luationsprozess wird dann insgesamt k mal durchlaufen, wobei immer eine der Gruppen
zum Auswerten und die iibrigen £ — 1 zum Trainieren benutzt werden. Die Evaluations-

metriken werden iiber die Folds noch kombiniert, hier mit dem Mittelwert.

Abbildung 9: Vierfache Cross-Validation. Der gesamte Datensatz wird in vier Splits aufgeteilt. In jedem

Fold 1

Schritt der Cross-Validation wird einer der Splits zum Testsplit und die iibrigen drei Splits werden zum

Trainingssplit.
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3 Methodik

In diesem Kapitel werden die Daten, die fir die Entwicklung der NN benutzt wurden, kurz
vorgestellt. Danach wird auf die Implementierung der NN eingegangen, der Code hierzu
befindet sich in [10]. Die NN wurden mit dem PyTorch-Framework implementiert. Fur das
Training wurde eine GPU des HPC-Systems der HHU genutzt.

3.1 Datensatz

Fiir diese Arbeit wurden die Daten des Projektes GDSC (Genomics of Drug Sensitivity
in Cancer) [11] verwendet. Dort findet man eine grofie Datenbank mit Informationen zu
genetischen Veranderungen und Mutationen in Krebszelllinien, sogenannte Biomarker, so-
wie zur Sensitivitdt dieser Zelllinien auf verschiedene Medikamente. Der hier verwendete
Datensatz umfasst insgesamt 806 Zelllinien, zu denen jeweils 704 Biomarker zur Verfiigung
stehen. Weiterhin liegen insgesamt zu 186 Medikamenten die Sensitivitdten in Form von

normalisierten AUC-Werten zwischen 0 (maximal sensitiv) und 1 (maximal resistent) vor.

Beispieldaten
Zelllinie || ABCB1 BRCA2 | 5-Fluorouracil Zoledronate
22RV1 0 0 0.77834 0.969634
23132-87 0 0 0.762547 0.975656
YT 0.630454 nan
ZR-75-30 0.965941 0.974779

Tabelle 1: Aufbau des Datensatzes. Zu 4 Zelllinien sind je 2 der 704 Biomarker und die AUC-Werte zu 2
der 186 Medikamenten dargestellt.

Allerdings fehlen die Werte fiir einige Zelllinien-Medikament-Paare. Von den 806 - 186 =
149916 moglichen Paaren liegen bei 24003, etwa 16 %, keine Werte vor.

Zu den Medikamenten wurden auflerdem die SMILES (Simplified Molecular Input Li-
ne Entry Specification) aus der offentlichen Chemie-Datenbank PubChem [12] geladen,
sofern diese zur Verfligung standen. Mithilfe eines SMILES ist es moglich, ein komple-
xes 3-dimensionales Molekiil als einfachen String darzustellen. Aus dem Medikament 5-
Fluorouracil wird so zum Beispiel der Ausdruck C1=C(C(=0)NC(=0)N1)F.

Abbildung 10: Die chemische Struktur von 5-Fluorouracil, ein Krebsmedikament welches im GDSC

Datensatz enthalten ist.
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Die SMILES stehen bei 170 der Medikamente zur Verfiigung. Zahlt man nur die Paare,
bei denen die SMILES der Medikamente vorliegen, sind 114276 Werte verfiigbar.

3.2 Einfaches Neural Network

Im ersten Ansatz soll das NN als Input alle Geninformationen zu einer Zelllinie erhalten
und als Zielwert die AUC-Werte aller Medikamente zu dieser Zelllinie vorhersagen. Da die
Daten nicht vollstdndig sind, miissen diese zunéchst noch vorbereitet werden, denn das NN
kann keine Daten mit fehlenden Zielwerten nutzen, da insbesondere die Backpropagation

dadurch nicht mehr richtig funktionieren wiirde.

y l
0

o 100 200 300 400 500 600 700 800

Abbildung 11: Histogramm der fehlenden AUC-Werte. Es wird gezeigt, wie viele AUC-Werte pro
Medikament fehlen. Da 806 Zelllinien betrachtet werden, kénnen auch maximal 806 Werte fehlen. Den
meisten Medikamenten fehlen zwischen 0 und 100 Werte, allerdings gibt es einige Ausreifler, bei denen
700 bis knapp 800 Werte fehlen.

In Abbildung 11 ist die Anzahl der fehlenden AUC-Werte pro Medikament dargestellt. Die
meisten Medikamente scheinen weniger als 100 fehlende Werte zu haben. Ein genauerer
Blick in die Daten ergab, dass bei etwa 90 % (166/186) der Medikamente weniger als
90 fehlende Werte vorlagen. Diese sind also mindestens zu etwa 90 % vollstdndig (mehr
als 716/806 der Werte sind vorhanden). Die 20 iibrigen Medikamente wurden aus dem
Datensatz entfernt. Fiir die 166 bleibenden Medikamente miissen die fehlenden AUC-
Werte noch imputiert werden. Dafiir nehmen wir Spaltenweise den Mittelwert, also iiber

die vorhandenen Werte zu einem Medikament.

030 Standardabweichung fir Medikamente 030 Standardabweichung flr Zelllinien
° o

025 025 B8

020 020

015 015

0.10 0.10

0.05 0.05 T

1
0.00 : 0.00

1 1

Abbildung 12: Boxplot der Standardabweichungen der AUC-Werte. Fiir die Berechnung wurden die
AUC-Werte nach den Medikamenten (links) oder nach den Zelllinien (rechts) gruppiert.
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Eine weitere Moglichkeit wére die zeilenweise Mittelwertsbildung tiber die Zelllinien gewe-
sen, aber da hier die Standardabweichung in den Werten meist grofler ist, wie in Abbil-
dung 12 zu sehen, wurden die Mittelwerte iber die Medikamente genommen.

Als Architektur fiir das NN wurde eine Aneinanderreihung von Fully-Connected-Layern
mit der ReLLU-Aktivierungsfunktion und einer anschlieBenden Dropout Layer verwendet.
Mit einer Dropout Layer kann das Problem des Uberanpassens des NN auf die Trainings-
daten verhindert oder abgemildert werden. Von Uberanpassung spricht man, wenn ein NN
auf den Daten, auf denen es trainiert wurde, sehr gut performt, aber auf Testdaten, die
im Trainingsprozess nicht benutzt wurden, einen sehr grofien Fehler liefert. Jedes Neuron
wird beim Durchlaufen einer Batch durch das NN mit einer gewissen Wahrscheinlichkeit
ausgeschaltet. Ein allgemein guter Wert fiir diese Wahrscheinlichkeit ist 0,5 [13].

Nach der letzten Fully-Connected-Layer wird keine Aktivierungsfunktion und kein Dropout
mehr benutzt, da man dadurch nur Information verlieren wiirde, und Aktivierungsfunkti-
on und Dropout nur zwischen den Layern Sinn ergeben.

Die vorherzusagenden AUC-Werte liegen im Bereich [0, 1], daher wird auf den Output der
letzten Layer elementweise die Sigmoid-Funktion o : R — (0,1) angewandst.

Input Hidden Layer Output
I I |

Fully Drop- Weitere Fully
Input 1x704 Connected ReLU out Full-connected- Connected Output 1x166
704xHD p=0.5 HDXHD HDx166

Fully-Connected-Block

Abbildung 13: Architektur des NN. Der Input mit den 704 Biomarkern lduft durch mehrere
Fully-Connected-Blocke, nach denen ReLU-Aktivierung und Dropout mit Wahrscheinlichkeit p = 0,5
folgen. Die Fully-Connected-Layer haben eine Hidden Dimension HD, die 256, 512 oder 1024 betrégt. Die
letzte Fully-Connected-Layer hat eine Output Dimension von 166 und nach ihr folgen weder Aktivierung

noch Dropout, sondern die Sigmoid-Funktion.

Fir die Anzahl an Hidden-Layern wurden die Werte 2, 3 und 4 ausprobiert, fiir die Di-
mensionalitdt der Hidden-Layer die Werte 256, 512 und 1024. Beim Training wurde der
SGD-Algorithmus sowie der Adam-Algorithmus mit den Lernraten 0,1, 0,05 und 0,01 ge-
testet. Fiir Adam wurde auch 0,001 als Lernrate getestet.

Zu jeder moglichen Konfiguration der zuvor genannten Hyperparameter wurde mit 5-facher
Cross-Validation ein mittlerer Testfehler berechnet. Hierfiir wurde das NN jeweils mit den
Daten aus 4 der Folds trainiert. Der iibrige Fold wurde noch in einen Validations- und
einen Test-Fold aufgeteilt. Insgesamt ergibt sich also fiir jeden Schritt der Cross-Validation
eine 80 %/10 % /10 %-Aufteilung der Daten, was eine gingige Variante ist. Das NN wird in
Schritten von 50 Epochen trainiert. Nach jedem Schritt wird der RMSE iiber die Validati-
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onsdaten berechnet. Sollte sich dieser Validationsfehler 500 Epochen lang nicht verbessern,
gilt das Network als ausgelernt und das Training wird beendet. Um den Lernprozess zu
beobachten, wurden weiterhin jedes Mal, wenn der Validationsfehler sich bessert, ebenfalls
der RMSE, der R2-Wert sowie der MAPE iiber die Testdaten berechnet.

3.3 Network mit SMILES

In einem zweiten Ansatz sollen nun nicht fiir eine Zelllinie direkt die AUC-Werte aller Me-
dikamente vorhergesagt werden, sondern fiir jedes Zelllinien-Medikamenten-Paar einzeln.
Dafiir benétigt man zusétzlich zu den Biomarkern der Zelllinien noch einen Input, der das
Medikament widerspiegelt. Hierfiir kann man die chemische Struktur des Medikaments,
siehe beispielhaft Abbildung 10, in der Form seines SMILES verwenden [14]. Aus diesem
SMILES wird in einem néchsten Schritt eine 1-aus-n-Matrix erstellt. Hierbei reprasentiert
jede Zeile der Matrix eines der moglichen Zeichen fiir den SMILES. Eine Kodierung fiir

das 5-Fluorouracil wéare dann Folgende.

o o o = o o o o0

O o o 0o o o o ~|QO

o o o = o o o o0

o O = O O O O O|—
o R O O o o o o=
o O R O O O O O|—
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Abbildung 14: SMILES-Matrix des Medikamentes 5-Fluorouracil mit dem SMILES
C1=C(C(=0)NC(=0)N1)F. Jede Zeile entspricht einem Zeichen des SMILES. Die Matrix hat in der
i-ten Zeile und j-ten Spalte eine 1, wenn der SMILES an der j-ten Stelle das zur i-ten Zeile gehoérende

Zeichen hat, sonst eine 0.

Da die Dimensionen des Inputs fiir ein NN fest sind, muss jedes Medikament eine SMILES-
Matrix der gleichen Gréfle erhalten. Daher haben die SMILES-Matrizen alle die Dimension
33 x 230. Die 33 kommt von den bis zu 33 verschiedenen Zeichen, aus denen die SMILES
bestehen kénnen. 230 ist Lange des ldngsten SMILES. Bei SMILES, die weniger als 230
Zeichen besitzen, wird die iibrige Matrix mit Nullen aufgefiillt.

Nun werden chemische Strukturen, zum Beispiel bestimmte funktionelle Gruppen, durch
Einsen in benachbarten Spalten gekennzeichnet. Um solche Interaktionen einzufangen wird
eine Convolutional Layer, verwendet. Da die Reihenfolge der Zeilen in der SMILES-Matrix
willkiirlich ist, muss sich der Kernel der ersten Convolution iiber alle Zeilen der Matrix

erstrecken, um jede Zeichenkombination treffen zu kénnen. Wenn der Kernel nicht {iber
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alle Zeilen geht, werden Interaktion zwischen manchen Zeichen ausgelassen. Lésst man
beispielsweise iiber die Matrix aus Abbildung 14 einen Kernel laufen, der in der ersten
Dimension Grofle sieben hat, so liegt dieser zuerst iiber allen Zeilen von C' bis N und
dann von 1 bis F', aber die erste und die letzte Zeile, zu der C' und F' gehoéren, wiirden nie
gleichzeitig betrachtet werden. Wie breit der Kernel der Convolution ist, ist ein Hyperpa-
rameter.

Angelehnt an die Arbeit von Liu et al. [1] wird nun ein Zwillingsnetzwerk benutzt, um die
Vorhersage der AUC-Werte zu treffen. Mit Zwillingsnetzwerk ist damit gemeint, dass es
2 verschiedene Teilnetze gibt, durch die die Biomarker bzw. die SMILES-Matrizen laufen,
und ein weiteres Netz, durch das eine Kombination der Outputs der beiden Teilnetze lauft.
Insgesamt stehen hier eine Vielzahl an Konfigurationen fiir die Hyperparameter, wie zum
Beispiel die Anzahl an Hidden Layern, deren Dimension oder welchen Optimierer man be-
nutzt, zur Verfligung. Fiir einige wurden verschiedene Werte getestet, bei anderen wurden

Werte festgelegt oder aus [1] iibernommen.

Input Hidden Layer Qutput
| | |

Fully Drop-

Input 1x704 Connected RelLU out
704x1024 p=0.5

Fully-Connected-

Output 1x1024

1024x1024,

Fully-Connected-Block

Abbildung 15: Erstes Teilnetz (NN1). Die 704 Biomarker durchlaufen mehrere FC-Layer mit Hidden
Dimension 1024. Nach denen folgen jeweils ReLU-Aktivierung und Dropout mit Wahrscheinlichkeit 0,5.
Es werden 2, 3 oder 4 der Fully-Connected-Blocke verwendet.

Ahnlich wie schon im NN von Kapitel 3.2 durchlaufen die Biomarker ein Netz aus Fully-
Connected-Layern, jeweils gefolgt von ReLLU-Aktivierungsfunktionen und Dropout Layern
mit Dropout-Wahrscheinlichkeit 0,5, wie in Abbildung 15 dargestellt. Die erste Fully-
Connected-Layer hat eine Input Dimension von 704 aufgrund der Anzahl der benutzten
Biomarker und eine Output Dimension von 1024. Die weiteren Layer haben alle als Input
und Output Dimension 1024. Es wurden Networks mit 2, 3 und 4 solcher Fully-Connected-

Blocke im ersten Teilnetz getestet.

16



Convolution mit Kernel Size 33x7 " Maxpool
Anzahl Kemel: 20 ReLU-Aktivierung Kernel Size 3

Abbildung 16: Convolution der SMILES-Matrizen. Die Matrix hat Grofle 230 x 33. Es werden 20 Kernel
mit Grofle 33 x 7 genutzt, sodass es 20 Outputs der Grofle 224 x 1 gibt. Auf diese wird eine
ReLU-Aktivierung und danach auf jeden Channel eine Maxpool Layer mit Kernelgrofle 3 angewandt. Die
Outputs haben schliefilich Grofie 74 x 1.

Parallel dazu werden die SMILES-Matrizen durch ein Netz bestehend aus Convolutional
Layern geschickt. Nach jeder Convolution folgt eine ReLLU-Aktivierung und eine Maxpool
Layer. Die erste Convolution ist in Abbildung 16 dargestellt. Die SMILES Matrizen der
Grofle 33 x 230 durchlaufen zuerst eine Convolution mit Kernelgrofie 33 x 7. Durch die
Grofle 33 in der ersten Dimension erstreckt sich der Kernel iiber alle Zeilen der Matrix.
Dies ist notig, da die Reihenfolge der Zeilen in den SMILES Matrizen willkiirlich ist, wie
zuvor bereits erkliart. Der Output ist danach eindimensional, siehe Formel (1).

Fir die Convolution werden 20 Kernel verwendet. Die Kernelgréie der Maxpool Layer ist
3 x 1. Bei einer Maxpool Layer lauft, &hnlich wie bei einer Convolution, ein Filter {iber
die Neuronen und aktiviert ein Neuron der néchsten Layer mit dem Maximum iiber alle
Werte, die der Filter betrachtet.

Danach folgen zwei weitere Convolutions mit ReLU und Maxpool. Hierbei werden Kernel
der Grofle 1 x 7 fiir die Convolutions und 1 x 3 fiir Maxpool verwendet. Die zweite Convo-
lution hat 60 Output Channel, sie ist in Abbildung 17 genauer dargestellt. Die Architektur
der dritten Convolution ist die gleiche wie in Abbildung 17 auch mit 1 x 7-Kernel und
1 x 3-Maxpool, aber mit einer anderen Anzahl an Output Channeln (100 statt 60), die

nach der Maxpool Layer die Gréfle 5 x 1 haben.

20

Maxpool

20 Input Channel 60 Output Channel Kernel Grofe 3

Abbildung 17: Aufbau der zweiten Convolution. Die zweite Convolution benutzt 60 Kernel der Grofe
7 x 1. Nach der Convolution folgen wieder ReLU und Maxpool mit Kernel 3 x 1. Die 60 Output Channel
haben schlie8lich Grofle 22 x 1 und sind der Input fiir die dritte Convolution.
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Nachdem alle Convolutions durchlaufen wurden, wird der Output auf Dimensionalitit eins
gebracht. Als Letztes, werden die Outputs der beiden Netze zusammen konkateniert und
durch das dritte Teilnetz (NN2) geschickt, das wieder der Fully-Connected-ReLLU-Dropout-
Struktur mit Dropout-Wahrscheinlichkeit 0,5 aus Abbildung 15 folgt. Die Dimensionen
der Fully-Connected-Layer sind 1024 x 1024, beziehungsweise bei der letzten Layer 1024 x
1. Nach der letzten Layer folgen weder ReLU-Aktivierung noch Dropout, sondern eine

Sigmoid-Funktion, um den Output auf den Bereich [0, 1] einzuschréanken.

Output 1x1024
|:> Fully Connected ::> Vorhergesagter
Teilnetz {1 S AUC-Wert

[ > |Comvolutonall | (= 5 [ owunss |

Teilnetz

Combined 1x1524 |:(> Fully Connected 1x1
/ % | ‘ Netz
S
M
|
L
E
S

100 Channel
von GroRke 1x5

Abbildung 18: Das gesamte Zwillingsnetz. Biomarker und SMILES Matrizen durchlaufen erst getrennt
die beiden Teilnetze. Danach wird der Output kombiniert und durch ein weiteres Fully-Connected-NN

geschickt.

Wie schon bei der Methodik aus Kapitel 3.2 wurden beim Training der Adam- und der
SGD-Algorithmus verwendet, hier allerdings mit den Lernraten 0,1, 0,01 und 0,001. Fir
den Adam-Optimierer wurde auflerdem die Lernrate 0,0001 getestet.

Zur Performance-Auswertung wurde, ebenfalls wie in Kapitel 3.2, ein mittlerer Testfehler
iiber die 5 Folds bestimmt. Der Trainingsprozess lief &hnlich ab wie beim Ansatz ohne
SMILES. Mit 4 der Folds wurde trainiert und der 5. in einen Test- und einen Validati-
onssplit geteilt. Hier wurde nach jeder Epoche der Validationsfehler bestimmt sowie, falls
dieser sich gebessert hat, ebenfalls der RMSE, der R?-Wert und der MAPE iiber die Test-
daten. Der Trainingsprozess lief hier so lange, bis sich der Validationsfehler 10 Epochen

lang nicht gebessert hat.

3.4 CUDA

Da man die Berechnung der Aktivierung der Neuronen sowohl bei Convolutions als auch
bei Fully-Connected-Layern sowie die Berechnung der Gradienten mithilfe der Backpropa-
gation sehr gut parallelisieren kann, ist das Trainieren von NN auf Grafikkarten deutlich
schneller als auf CPUs [15]. Im PyTorch-Framework ist dies mithilfe des CUDA-Paketes
moglich, welches PyTorch erlaubt, CUDA-Operationen auf NVIDIA-Grafikkarten durch-

zufithren.
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4 Ergebnisse

Im Folgenden werden die Ergebnisse fiir sowohl den Ansatz, der nur die Biomarker nutzt,
als auch fiir den, bei dem die SMILES miteinbezogen wurden, dargestellt. Hierbei wird
auf die verschiedenen Konfigurationen der Hyperparameter eingegangen und wie gut die
Regression funktioniert. Zuletzt wird noch dargelegt, wie gut das NN aus Kapitel 3.3 funk-
tioniert, wenn man die Aufteilung der Daten in Trainings- und Testsplit nicht vollkommen
zuféllig trifft, sondern einzelne Zelllinien oder Medikamente darauf beschrankt, nur im

Teststplit vorhanden zu sein.
4.1 Network ohne SMILES

0,1 0,05 0,01 0,001
SGD | Adam | SGD | Adam | SGD | Adam | Adam
256 || 0,0877 | 0,1859 | 0,0862 | 0,0933 | 0,0862 | 0,0912 | 0,0943
2 512 || 0,0870 | 0,1851 | 0,0867 | 0,1240 | 0,0894 | 0,0910 | 0,0932
1024 || 0,0870 | 0,1856 | 0,0859 | 0,1858 | 0,0889 | 0,0909 | 0,0917
256 || 0,0878 | 0,1861 | 0,0888 | 0,1567 | 0,0881 | 0,0896 | 0,0929
3 512 || 0,0878 | 0,1846 | 0,0880 | 0,1862 | 0,0890 | 0,0905 | 0,0930
1024 || 0,0876 | 0,1839 | 0,0870 | 0,1832 | 0,0882 | 0,0899 | 0,0960
256 || 0,0885 | 0,1843 | 0,0884 | 0,1706 | 0,0905 | 0,0887 | 0,0876
4 512 || 0,0885 | 0,1832 | 0,0880 | 0,1842 | 0,0899 | 0,1404 | 0,0886
1024 || 0,0884 | 0,1846 | 0,0873 | 0,1834 | 0,0899 | 0,0926 | 0,0882

Tabelle 2: Ergebnis der Auswertungen des NN ohne SMILES. Dargestellt sind die Mittelwerte der RMSE
Werte iiber die 5 Folds der Cross-Validation. In den Zeilen ist nach der Anzahl an Hidden Layern und
deren Dimension, in den Spalten nach der Lernrate und dem verwendeten Optimier-Algorithmus
aufgeteilt. Der beste RMSE wurde rot markiert.

Die Ergebnisse der Cross-Validation-Durchldufe der in Kapitel 3.2 vorgestellten NN-Architektur
sind in Tabelle 2 dargestellt. Auffillig ist hier, dass Adam deutlich kleinere Lernraten als
SGD braucht. Sowohl fiir eine Lernrate von 0,1 als auch fiir 0,05 stagnierte der Testfehler

bei etwa 0,18.

In den Abbildungen 19 und 20 wird der Fehler iiber die Batches der Trainingsdaten wéh-
rend des Trainings gezeigt. Entnommen wurden diese Werte aus den Ergebnissen der
Konfiguration mit 2 Hidden Layern mit einer Hidden Dimension von 1024. Wahrend beim
Trainingsprozess mit einer Lernrate von 0,05 der Adam-Algorithmus keine Verbesserung

des Fehlers erzielen konnte, dieser liegt konstant um etwa 0,18, fithrte die gleiche Lernrate

mit dem SGD-Algorithmus zu einer allméhlichen Verbesserung des Trainingsfehlers.

19



—— RMSE pro Batch
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Abbildung 19: Trainingsfehler bei 2 Hidden Layern mit Hidden Dimension 1024, trainiert mit Adam und
Lernrate 0,05. Der Fehler fillt in den ersten Batches von etwa 0,4 auf leicht unter 0,2, bessert sich dann

allerdings nicht mehr.

—— RMSE pro Batch
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Abbildung 20: Trainingsfehler bei 2 Hidden Layern mit Hidden Dimension 1024, trainiert mit SGD und
Lernrate 0,05. Der Fehler fillt in den ersten Batches sehr stark von etwa 0,4 auf etwa 0,1 und fallt dann

deutlich langsamer weiter.

Dieser Vorgang ist dhnlich bei anderen Konfigurationen fiir Anzahl und Dimensionalitét
der Hidden Layers, wenn die Lernrate zu hoch war, also bei 0,1 oder 0,05. Erst bei einer
kleineren Lernrate konnte das NN auch mit Adam trainiert werden, um sinnvolle Vorher-
sagen zu treffen.

Der kleinste Testfehler konnte mit 2 Hidden Layern der Dimension 1024, trainiert mit dem
SGD-Algorithmus und einer Lernrate von 0,05 erreicht werden und liegt bei 0,0859. Der
mittlere MAPE ist hier gegeben durch etwa 9,1 % und der R?-Wert durch 0,67.
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Regressionsergebnis ohne SMILES

Vorhergesagte AUC-Werte

00 02 08 10

04 06
Echte AUC-Werte

Abbildung 21: Regressionsergebnis iiber die beste gefundene Konfiguration. Die echten AUC-Werte sind
geplottet gegen die Vorhersagen. Fiir das Training wurden imputierte Werte benutzt, diese sind im Plot

allerdings ausgelassen. Auf der roten Linie lagen die Punkte bei richtiger Vorhersage.

Die Ergebnisse der Regression sind in Abbildung 21 dargestellt. Mit Pearsons Korrela-
tionskoeffizient (8) kann gemessen werden, wie gut der lineare Zusammenhang zwischen
den echten und den vorhergesagten Werten ist. Die Werte haben einen Korrelationskoeffi-
zienten von 0,8. Ein linearer Zusammenhang, wenn auch nicht ideal, ist also zwischen den
Vorhersagen und den Zielwerten gegeben. Man erkennt an der Abbildung auflerdem, dass
ein Grofiteil der Punkte sich in einem kleinen Bereich befindet. Die echten AUC-Werte
sind nicht gleich auf das Intervall [0, 1] verteilt, sondern etwa 96 % der Werte sind grofer

als 0,5 und immer noch etwa 61 % grofer als 0,9.

RMSE-Wert (iber groRe/kleine AUC-Werte

— AUC<x
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Abbildung 22: Plot des RMSE-Wertes. Dieser wurde nur mit Vorhersagen, wo die echten AUC-Werte
kleiner (blau) oder grofier (orange) als der Wert auf der z-Achse sind, berechnet. Die benutzten

Vorhersagen und AUC-Werte sind die gleichen wie in Abbildung 21.

Man kann daher gut in Abbildung 22 beobachten, dass der RMSE-Wert bei grofieren
Werten besser wird. Wenn man nur AUC-Werte betrachtet, die kleiner als ein Grenzwert
zwischen 0 und 1 sind, so ist dieser Fehler zu Beginn sehr grof3, wobei fiir kleine Grenzwerte
auch kaum AUC-Werte und Vorhersagen zur Verfiigung stehen, und wird, wenn man
immer mehr und immer gréflere Werte miteinbezieht, immer kleiner. Auch wenn man

sich den Fehler iiber alle AUC-Werte und Vorhersagen anschaut, wo der AUC-Wert nicht
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grofer als ein Grenzwert ist, wird der Fehler mit groferer Grenze kleiner. Wenn man sich
nur die Fehler anschaut, wenn der AUC-Wert grofler 0,9 ist, verbessert sich der RMSE auf

0,0588, ist also sogar deutlich besser als iiber den gesamten Datensatz.

4.2 Network mit SMILES

0,1 0,01 0,001 0,0001

SGD | Adam | SGD | Adam | SGD | Adam | Adam

2 ] 0,0628 | 0,1959 | 0,0792 | 0,1959 | 0,0849 | 0,0711 | 0,0621

2 3| 0,0643 | 0,1962 | 0,0775 | 0,1958 | 0,0855 | 0,1960 | 0,0643
4 || 0,0658 | 0,1959 | 0,0798 | 0,1960 | 0,0860 | 0,1960 | 0,0646
2| 0,0690 | 0,1960 | 0,0812 | 0,1960 | 0,0849 | 0,1608 | 0,0655
3 31 0,0695 | 0,1958 | 0,0811 | 0,1959 | 0,0851 | 0,1793 | 0,0655
41| 0,0717 | 0,1959 | 0,0819 | 0,1960 | 0,1041 | 0,1793 | 0,0666
2| 0,0727 | 0,1959 | 0,0819 | 0,1960 | 0,0853 | 0,1959 | 0,0677
4 31 0,0782 | 0,1959 | 0,0826 | 0,1960 | 0,0863 | 0,1960 | 0,0680
41| 0,0778 | 0,1961 | 0,0826 | 0,1959 | 0,1169 | 0,1960 | 0,0689

Tabelle 3: Ergebnis der Auswertungen des NN mit SMILES. Dargestellt sind die Mittelwerte der
RMSE-Werte iiber die 5 Folds der Cross-Validation. In den Zeilen ist nach der Anzahl an Hidden Layern
des NN1 und des NN2, in den Spalten nach der Lernrate und dem verwendeten Optimier-Algorithmus
aufgeteilt. Der beste RMSE wurde rot markiert.

In Tabelle 3 sind die Cross-Validation-Ergebnisse der verschiedenen Konfigurationen des in
Kapitel 3.3 vorgestellten NN dargestellt. Hier ist die Tatsache, dass der Adam-Optimierer
kleinere Lernraten als SGD braucht, noch deutlicher zu sehen als in Tabelle 2. Wenn die
Lernrate > 0,001 eingestellt war, konnte keine Konfiguration, aufler derjenigen mit 2 Fully-
Connected-Layern fiir die Biomarker und fiir den kombinierten Teil, einen kleineren Fehler
als 0,17 erreichen. Fiir eine Lernrate von 0,0001 hingegen konnten mit Adam sogar bessere
Ergebnisse erzielt werden als mit SGD.

Die beste gefundene Konfiguration war die zuvor bereits erwihnte mit jeweils 2 Fully-
Connected-Layern, trainiert mit Adam und einer Lernrate von 0,0001. Der mittlere RMSE
iiber die Cross-Validation Folds war 0,0621, der R? 0,83 und der MAPE etwa 6 %.
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Regressionsergebnis mit SMILES
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Abbildung 23: Regressionsergebnis iiber die beste gefundene Konfiguration. Die echten AUC-Werte sind
geplottet gegen die Vorhersagen. Auf der roten Linie 14gen die Punkte bei richtiger Vorhersage.

Das Ergebnis der Regression in Abbildung 23 ist deutlich besser als das ohne die SMILES.
Die Punkte liegen deutlich ndher an der Diagonalen und auch der Korrelationskoeffizient

ist mit 0,9 besser als beim anderen Ansatz.

RMSE-Wert Uber groBe/kleine AUC-Werte
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Abbildung 24: Plot des RMSE-Wertes. Dieser wurde nur mit Vorhersagen, wo die echten AUC-Werte
kleiner (blau) oder groSer (orange) als der Wert auf der z-Achse sind, berechnet. Die benutzten

Vorhersagen und AUC-Werte sind die gleichen wie in Abbildung 23.

Das zuvor aufgezeigte Problem der deutlich schlechteren RMSE-Werte tiber die kleineren
AUC-Werte ist fiir dieses Network deutlich geringer als zuvor. Der Trend, dass, wenn man
die AUC-Werte auf diejenigen Werte kleiner als einen Grenzwert begrenzt, auch der Fehler
kleiner wird, ist hier etwas weniger zu erkennen als in Abbildung 22. Der RMSE-Wert nur
iiber die Vorhersagen, wo die echten AUC-Werte kleiner als ein Grenzwert sind, ist zu
Beginn bei etwa 0,3, im Gegensatz zu etwa 0,5 in Abbildung 22. Die bessere Vorhersage,
wenn man sich auf grofle Werte beschrankt, ist auch hier klar erkennbar. Hier liegt der
RMSE-Wert nur bei 0,0389, wenn man nur Vorhersagen betrachtet, deren echte AUC-
Werte grofler als 0,9 sind.
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4.3 Vergleich mit tCNN

Der in Kapitel 3.3 erkldrte Ansatz des Zwillingsnetzwerkes ist eine abgewandelte Form
des in [1] verwendeten Netzwerkes. Dort werden aber, anders als in dem fiir diese Arbeit
entwickelten NN, Convolutions fiir die Biomarker verwendet, bevor diese mit dem Output
des Teilnetzes fir die SMILES-Matrizen kombiniert werden. Da in [1] aulerdem ein etwas
anderer Datensatz verwendet wird, werden wir die Ergebnisse nicht mit denen aus dem
Paper vergleichen, sondern wir implementieren die Architektur des NN von Liu et al.,
um mit den gleichen Daten testen zu kénnen, wie die NN aus Kapitel 3.2 und 3.3. Dabei
ergab sich mit dem gleichen Trainingsverfahren ein gemittelter RMSE-Wert iiber den
Testsplit der Cross-Validation-Folds von 0,0660, ein MAPE von 6,9% und ein R2-Wert
von 0,81. Dies ist ein deutlich besseres Ergebnis als beim Ansatz, gar keine Informationen
iiber die Medikamente einzubeziehen. Allerdings konnte mit der besten Konfiguration der

Architektur aus Kapitel 3.3 ein leicht besseres Ergebnis erzielt werden.

4.4 Blindtest fiir Medikamente und Zelllinien

Bei den bisherigen Ergebnissen des NN, das auch die SMILES verwendet, wurde bei der
Aufteilung in Trainings-, Validations- und Testsplit keine Riicksicht darauf genommen,
dass in den Datenpunkten viele Merkmale gleich sind, da die Medikamente fiir mehre-
re verschiedene Zelllinien getestet wurden, bzw. Zelllinien mit mehreren Medikamenten.
Wenn nun eine komplett zufillige Aufteilung fiir Trainings-, Test- und Validationsdaten
genutzt wird, so werden beim Trainieren vermutlich alle verschiedenen SMILES und alle
Biomarker-Vektoren benutzt.

Dies spielt keine Rolle beim Ansatz in Kapitel 3.2, da hier aus einer Zelllinie stets die
AUC-Werte zu allen Medikamenten vorhergesagt werden sollen. Wenn man allerdings zu
jedem Paar eine eigene Vorhersage trifft, so sollte man betrachten, wie gut das Network
performt, wenn es einzelne SMILES-Matrizen oder Biomarker-Vektoren im Training nie
sieht. Das ist gerade fiir die Anwendung des Networks interessant, da man im Idealfall zu
einer neuen, vorher unbekannten Zelllinie eines Patienten, herausfinden moéchte, welches
Medikament am besten funktioniert, oder aber bei einem neuen Medikament herausfinden
will, ob dieses bei verschiedenen Krebszelllinien gut oder schlecht anschlagt.

Hierfiir wurde der Datensatz so modifiziert, dass je 10 der 170 Medikamente, zu denen
SMILES vorhanden sind, bzw. 10 der 806 Zelllinien ausschlieSlich im Test- und Validati-
onssplit vorhanden waren und die iibrigen Medikamente oder Zelllinien im Trainingssplit.
Die beste Konfiguration aus Tabelle 3 wurde nun nach dem bekannten Schema trainiert,

bis sich der Validationsfehler 10 Epochen lang nicht gedndert hat.

4.4.1 Blindtest fiir Medikamente

Wenn das NN bestimmte SMILES-Matrizen der Medikamente noch nie gesehen hat, per-

formt es sehr schlecht auf diesen neuen Daten. Es wurden zehnmal zuféllig zehn verschie-
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dene Medikamente fiir Test- und Validationssplit ausgewéhlt. Im Mittel lag der RMSE
Wert iiber die Testdaten bei 0,1511. Der R? lag sogar unter 0 und der MAPE bei 24,3 %.
Die Ergebnisse sind also deutlich schlechter, als wenn man eine vollig beliebige Aufteilung
trifft und das Network alle SMILES gesehen hat. Der Korrelationskoeffizient der Regres-
sion liegt nur bei 0,60, siche Abbildung 25.

Regressionsergebnis Blindtest Medikamente

Vorhergesagte AUC-Werte
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04 06
Echte AUC-Werte

Abbildung 25: Regressionsergebnis des Blindtests der Medikamente. Die echten AUC-Werte von 10
Medikamenten sind geplottet gegen die Vorhersagen.

4.4.2 Blindtest fir Zelllinien

Im Gegensatz zum Auslassen einiger Medikamente aus den Trainingsdaten sind die Ergeb-
nisse bei den Zelllinien deutlich besser. Auch hier wurden 10 Experimente durchgefiihrt,
bei denen 10 Zelllinien fiir Test- und Validationssplit genommen wurden. Es ergab sich fiir
die Testsplits ein mittlerer RMSE von 0,0938, ein R? von 0,61 und ein MAPE von 9,8 %.
Die Ergebnisse sind dennoch deutlich schlechter als die aus Kapitel 4.2, bei denen keine
Restriktion der Splits vorgenommen wurde.

Im Vergleich zu den Ergebnissen aus Kapitel 4.1 ist allerdings kein grofler Unterschied zu
erkennen. Die Regression hat einen Korrelationskoeffizienten von 0,8, siche Abbildung 26.

Ist also &hnlich zu dem Regressionsergebnis vom Ansatz ohne SMILES.

Regressionsergebnis Blindtest Zelllinien

Vorhergesagte AUC-Werte
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Abbildung 26: Regressionsergebnis des Blindtests der Zelllinien. Die echten AUC-Werte der Zelllinien aus

den 10 Experimenten sind geplottet gegen die Vorhersagen.
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5 Diskussion

In diesem Abschnitt werden die Ergebnisse sowie die verwendeten Daten kritisch diskutiert.
Es wird weiter darauf eingegangen, ob die Hinzunahme der SMILES die Vorhersagekraft

tatsdchlich verbessert.

5.1 Daten

Es gibt 2 kritische Punkte zu den Daten vom GDSC-Projekt. Der erste kritische Punkt ist,
dass nicht zu jedem Zelllinien-Medikamenten-Paar Werte vorliegen. Zusatzlich sind diese
fehlenden Werte nicht gleichméfig auf die Medikamente bzw. Zelllinien verteilt, sondern
zu einigen Medikamenten fehlen sehr viele Werte und zu anderen nur sehr wenige, genauso
wie bei den Zelllinien.

Fir den Ansatz aus Kapitel 3.3 spielt das keine grofie Rolle, da fehlende Werte einfach
auflen vor gelassen werden. Fiir das NN, das die SMILES nicht benutzt, miissen allerdings
die fehlenden Werte imputiert werden. Hierbei kann man sich nicht sicher sein, ob die
imputierten Werte bei der Backpropagation nicht zu viel Einfluss auf das Training nehmen
und dadurch die Performance des NN verschlechtern.

Der zweite kritische Punkt ist die schon erwdhnte ungleiche Verteilung der Daten. Da
etwa 60 % der AUC-Werte grofier sind als 0,9, kann es sein, dass das NN dazu tendiert,
Zelllinien eher grofle AUC-Werte zuzuweisen. Diese Tatsache ist zum einen in Abbildung 22
erkennbar, da der Fehler {iber kleinere AUC-Werte grofier ist als {iber gréflere. Weiterhin
wurde berechnet, dass in der Regression aus Abbildung 21 bei 62% der AUC-Werte,
die kleiner als 0,9 sind, die Vorhersage grofier war als der eigentliche Wert. Das NN hat
scheinbar einen Bias zu grofieren Werten.

Dem koénnte man entgegenwirken, indem man versucht, noch mehr das Overfitting zu
verhindern, zum Beispiel durch ein Anpassen der Dropout-Wahrscheinlichkeit.
Auflerdem werden dadurch, dass beim Imputieren die Mittelwerte genommen werden, von

denen 88 % grofler als 0,8 sind, beim Training noch mehr grofle Werte betrachtet.

5.2 Training

Das Training des NN ohne SMILES und des NN mit SMILES verlief nicht genau gleich. Bei
beiden wurde ein Validationssplit verwendet, um zu priifen, ob sich das NN auf Daten, mit
denen nicht trainiert wird, noch weiter bessert. Fiir das NN ohne SMILES wurde immer
50 Epochen am Stiick trainiert und erst dann der RMSE-Wert {iber den Validationssplit
berechnet. Beim NN mit SMILES wurde der RMSE-Wert iiber den Validationssplit nach
jeder Epoche berechnet. Beendet wurde das Training bei beiden Ansétzen, wenn sich der
RMSE-Wert 10 Mal in Folge nicht gebessert hat, das heifit beim NN ohne SMILES, wenn
sich der RMSE-Wert 500 Epochen lang und beim NN mit SMILES 10 Epochen lang nicht
gebessert hat.

Der Unterschied ist, dass in einer Epoche beim Ansatz ohne SMILES nur 21 Batches pro
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Epoche durch das NN laufen, und beim NN mit SMILES 1429. Damit also die Anzahl
an Batches zwischen den Auswertungen des Validationssplits beim Training bei beiden
Ansétzen dhnlich ist, miissen beim Ansatz ohne SMILES mehr Epochen am Stiick durch-
laufen werden. Dies ist insbesondere daher wichtig, da die Updates der Gewichte nach
jeder Batch erfolgen.

In Kapitel 5.1 wurde erwahnt, dass das Imputieren mit den Mittelwerten eventuell den
Bias zu groeren Ergebnissen verstirkt und dadurch die Performance des NN aus Kapitel
3.2 negativ beeinflussen konnte. Daher wurde das Training des NN aus Kapitel 3.2 eben-
falls so durchgefiihrt, dass die imputierten Werte bei der Backpropagation keinen Einfluss
nehmen. Dafiir wurde der Gradient bei der Backpropagation an den Stellen, an denen
imputierte Werte stehen, auf 0 gesetzt, sodass die imputierten Werte keinen Einfluss auf
die Gradienten und damit die Updates der Parameter nehmen. Die Ergebnisse waren hier

dhnlich zu denen, bei denen der Trainingsprozess nicht gedndert wurde.

5.3 Hyperparameter

Bei beiden NN wurden beim Training Hyperparameter verwendet, die aus unterschiedli-
che Griinden ihren Wert erhalten haben. Als Aktivierungsfunktion wurde in beiden NN
die ReLU-Aktivierung und eine Dropout-Wahrscheinlichkeit von 0,5 benutzt. ReLLU ist
die gingigste Aktivierungsfunktion und fiir Dropout ist 0,5 ebenfalls ein Standardwert.
Auch bei den Lernraten ist es iiblich, verschiedene Gréflienordnungen auszuprobieren, der
Einfachheit halber wurden daher 107!, 1072 usw. probiert. Da fiir die Lernrate 0,001 beim
Ansatz ohne SMILES mit dem SGD-Algorithmus keine guten Ergebnisse mehr erzielt wer-
den konnten, wurde hier noch 0,05 als Wert zwischen 0,1 und 0,01 getestet. SGD wurde
benutzt, da es der Standard-Optimier-Algorithmus ist. Auflerdem wurde Adam auspro-
biert, da damit auch in [1] trainiert wurde.

Um wie in [1] auch eine 80 %/10 %/10 %-Aufteilung der Daten in Trainings-, Validations-
und Testsplit zu erhalten, wurden fiir die Cross-Validation 5 Folds gewahlt.

Beim Convolutional Teilnetz aus Kapitel 3.3, abgebildet in den Abbildungen 16 und 17,
wurden ebenfalls nach [1] insgesamt 3 Convolutional Layer genutzt, wobei der Convolutional-
Kernel eine Breite von sieben und der Maxpool-Kernel eine Breite von drei hat.

Auch die Hidden Dimension von 1024 fiir das Teilnetz der Biomarker aus Kapitel 3.3,
abgebildet in 15 und fiir das abschlielende Teilnetz der Kombination von Biomarkern und
SMILES-Matrizen, stammt aus [1]. Bei der Hidden Dimension fiir das NN aus Kapitel 3.2
wurden noch die Hidden Dimensionen 256 und 512 ausprobiert, um zu schauen, ob das

NN mit kleineren Hidden Layern ebenfalls gute Ergebnisse produzieren kénnen.

5.4 Network ohne SMILES vs. mit SMILES

Ein interessanter Fakt iiber beide NN, mit oder ohne SMILES, ist, dass beide bevorzugen,
nicht viele Layer zu haben. Das NN ohne SMILES hat am besten mit zwei Hidden Lay-
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ern performt, anstatt mit 3 oder 4. Das NN mit SMILES hat ebenfalls mit zwei Hidden
Layern bei beiden Fully-Connected-Teilnetzen am besten performt. Scheinbar miissen die
NN also nicht tief sein, um auf diesem Datensatz gute Ergebnisse zu erzielen. Beim NN
ohne SMILES ergab sich aber, dass die grofite getestete Hidden Dimension die besten Er-
gebnisse brachte. Das NN sollte hier also nicht viele Layer haben, die vorhandenen Layer
sollten aber grof} sein.

Durch die Hinzunahme der Informationen iiber die Medikamente konnten alle Metriken
verbessert werden. Bei den jeweils besten Konfigurationen sank der mittlere RMSE iiber
die 5 Folds von 0,0859 auf 0,0621. Auch der R?>-Wert konnte von 0,67 auf 0,83 erhoht und
der MAPE von 9,1 % auf 6,9% reduziert werden. In den Regressionsexperimenten stieg
der Korrelationskoeffizient zwischen echten AUC-Werten und Vorhersagen von 0,8 auf 0,9.
Allerdings ist zum einen anzumerken, dass die betrachteten Medikamente nicht exakt die
gleichen waren, da beim NN ohne SMILES Medikamente mit zu wenigen Werten und beim
NN mit SMILES Medikamente, zu denen kein SMILES gefunden werden konnte, aus dem
Datensatz entfernt wurden.

Auflerdem muss bei dieser Verbesserung beachtet werden, dass, wenn man bei der Auftei-
lung der Zelllinien-Medikamenten-Paare in Trainings- und Testdatensatz keine Restriktion
vornimmt, alle Informationen iiber die Zelllinien und alle SMILES-Matrizen bereits beim
Training durch das NN gelaufen sind, im Testsplit werden nur unbekannte Kombinationen
genutzt. Die Situation des NN aus Kapitel 3.2, bei dem nur die Zelllinien genutzt wer-
den, ist also eher vergleichbar mit der, beim Training des Zwillingsnetzwerkes aus Kapitel
3.3 einzelne Zelllinien komplett rauszunehmen. In dem Fall muss man die Ergebnisse aus
Kapitel 4.1 also mit denen aus Kapitel 4.4.2 vergleichen. Hier sind die Ergebnisse aus Ka-
pitel 4.1 leicht besser. Die besseren Ergebnisse aus Kapitel 4.2 sind also eventuell dadurch
zu erklaren, dass beim Testen zwar dem NN unbekannte Kombinationen von Zelllinien
und Medikamenten genutzt wurden, die einzelnen Zelllinien und Medikamente allerdings
in anderen Kombinationen schon bekannt waren. Dadurch kommt es ein wenig zu einem
Aufbrechen der strikten Trennung von Trainings- und Testdaten, welche die Performance
positiv beeinflusst.

Man kann also nicht sagen, der Ansatz aus Kapitel 3.3 sei eindeutig besser, besonders, da
bei moglichen Anwendungen des NN eventuell neue Zelllinien verwendet werden sollen.
In dieser Situation sind die Ergebnisse aus Kapitel 4.2 aus den genannten Griinden nicht

wirklich aussagekriftig.

5.5 Mogliche Anwendungen

Eine mogliche Anwendung der entwickelten NN konnte sein, herauszufinden, welche Me-
dikamente bei einem Krebspatienten, von dem Krebszellen sequenziert wurden, gut an-
schlagen kénnten. In dieser Situation ist es eventuell gar nicht erforderlich, den genauen

AUC-Wert zu einem Medikament zu haben. Das Wissen, ob die Zelllinie eher resistent
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oder eher sensitiv zu einem bestimmten Medikament ist, also ob der AUC-Wert eher nied-
rig oder hoch ist, kann dafiir schon ein Indikator sein.

Dafiir eignen sich das in Kapitel 3.2 entwickelte NN, das keine SMILES benutzt, mit der
in 4.1 vorgestellten Konfiguration, sowie das in Kapitel 3.3 entwickelte NN, welches die
SMILES verwendet, mit der in 4.2 vorgestellten Konfiguration dhnlich gut. Die Vorhersa-
gen weichen bei unbekannten Zelllinien in beiden Féllen im Schnitt um weniger als 10 %
vom wahren Wert ab. Bei 77 % der Werte ist der prozentuale Fehler kleiner als 10 % und
bei 90 % kleiner als 20 % fiir den Ansatz mit SMILES. Beim Ansatz ohne SMILES ist die
Abweichung dhnlich, und zwar bei 78 % der Werte unter 10 % und bei 91 % unter 20 %.
Daher kann man mit beiden entwickelten NN eine grobe Abschéitzung bekommen, ob ein
Medikament bei einer Zelllinie anschlagt oder nicht.

Eine weitere mogliche Anwendung wére, bei neuen Medikamenten ohne Experimente her-
auszufinden, ob diese bei Zelllinien anschlagen kénnten. Hierfiir wéire nur das NN, welches
die SMILES benutzt, anwendbar, allerdings ist die Performance bei Medikamenten, die
nicht im Trainingsdatensatz waren, so schlecht, dass daraus keine sinnvollen Erkenntnisse

gezogen werden konnen.
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6 Resiimee und Ausblick

Es folgt ein Resiimee der gefundenen Erkenntnisse sowie ein Ausblick.

6.1 Restuimee

In dieser Arbeit wurde versucht, auf Grundlage von genetischen Daten zu Zelllinien sowie
Informationen zur chemischen Struktur von Medikamenten eine Vorhersage zu treffen,
ob eine Zelllinie resistent oder sensitiv auf ein Medikament reagiert. Dabei wurde mit-
tels Deep Learning versucht, die normalisierten AUC-Werte von Zelllinien-Medikamenten-
Paaren vorherzusagen.

In einem ersten Schritt wurden ausschliefilich die genetischen Daten in Form von Biomar-
kern zu den Zelllinien verwendet und in einem etwas komplexeren Ansatz wurde ebenfalls
die chemische Struktur der Medikamente iiber ihre SMILES genutzt.

Dabei kam heraus, dass beim Ansatz, der auch die SMILES nutzt, bessere Ergebnisse er-
zielt wurden. Dies liegt aber vermutlich daran, dass die Trainingsdaten indirekt auch beim
Testen genutzt wurden. Wenn man neue, nicht beim Training verwendete Zelllinien nutzt,
sind beide Ansétze dhnlich gut. Beim zweiten Ansatz kann man auch Vorhersagen fiir neue
Medikamente treffen, zur chemischen Struktur scheint das NN hier allerdings kaum etwas
gelernt zu haben, da die Ergebnisse bei unbekannten Medikamenten sehr schlecht waren.
Fiir unbekannte Zelllinien scheinen beide NN allerdings gut genug zu sein, um zumindest
eine Einschidtzung geben zu konnen, ob eine Zelllinie eher sensitiv oder eher resistent auf

ein Medikament reagiert.

6.2 Ausblick

Es gibt einige Hyperparameter, die noch nicht ausreichend getunt wurden, sodass hier noch
Potenzial besteht, die Performance zu verbessern. Auflerdem gibt es eine grofie Zahl an
Optimierungsfunktionen, die man noch ausprobieren konnte. Weiterhin kénnte man Werte
wie die Dimension der Fully-Connected-Layer oder die Grofle der Kernel noch dndern
und schauen, ob andere Aktivierungsfunktionen oder eine weitere Regularisierung mittels
Weight Decay [16] bessere Ergebnisse liefern.

Zwei weitere Ansétze, die verfolgt werden konnten, werden nun noch kurz vorgestellt.

6.2.1 Vorhersage der Gendaten

Beim Schreiben der Arbeit kam die Idee auf, dass man das in Kapitel 3.2 vorgestellte
Network auch umdrehen kénnte. Anstatt also aus den Biomarkern die Sensitivitdten zu
den Medikamenten zu bestimmen, konnte man die Sensitivitdten als Input benutzen und

schauen, ob man daraus die Biomarker vorhersagen kann.
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6.2.2 Feature-Selection-Layer

In [17] wird eine Art Layer fur NN vorgestellt, die direkt nach der Input Layer angewandt
wird und erreichen soll, relevante Features der Input Layer zu identifizieren und irrelevan-
te Features auszuschalten. Hiermit kénnte man zum einen versuchen, bessere Ergebnisse
fiir die Vorhersage der AUC-Werte zu erzielen, zum anderen konnte dies interessant sein,
um herauszufinden welche Biomarker und Mutationen Einfluss auf die Wirksamkeit be-
stimmter Medikamente nehmen. Mit solch einer Layer konnten weitere Einblicke in das
Zusammenspiel zwischen Biomarkern und Medikamenten gewonnen werden, um die Er-

kenntnisse dieser Arbeit zu erweitern.
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